
Figure 2: An illustration of the architecture of our CNN, explicitly showing the delineation of responsibilities
between the two GPUs. One GPU runs the layer-parts at the top of the figure while the other runs the layer-parts
at the bottom. The GPUs communicate only at certain layers. The network’s input is 150,528-dimensional, and
the number of neurons in the network’s remaining layers is given by 253,440–186,624–64,896–64,896–43,264–
4096–4096–1000.

neurons in a kernel map). The second convolutional layer takes as input the (response-normalized
and pooled) output of the first convolutional layer and filters it with 256 kernels of size 5⇥ 5⇥ 48.
The third, fourth, and fifth convolutional layers are connected to one another without any intervening
pooling or normalization layers. The third convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥
256 connected to the (normalized, pooled) outputs of the second convolutional layer. The fourth
convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥ 192 , and the fifth convolutional layer has 256
kernels of size 3⇥ 3⇥ 192. The fully-connected layers have 4096 neurons each.

4 Reducing Overfitting

Our neural network architecture has 60 million parameters. Although the 1000 classes of ILSVRC
make each training example impose 10 bits of constraint on the mapping from image to label, this
turns out to be insufficient to learn so many parameters without considerable overfitting. Below, we
describe the two primary ways in which we combat overfitting.

4.1 Data Augmentation

The easiest and most common method to reduce overfitting on image data is to artificially enlarge
the dataset using label-preserving transformations (e.g., [25, 4, 5]). We employ two distinct forms
of data augmentation, both of which allow transformed images to be produced from the original
images with very little computation, so the transformed images do not need to be stored on disk.
In our implementation, the transformed images are generated in Python code on the CPU while the
GPU is training on the previous batch of images. So these data augmentation schemes are, in effect,
computationally free.

The first form of data augmentation consists of generating image translations and horizontal reflec-
tions. We do this by extracting random 224⇥ 224 patches (and their horizontal reflections) from the
256⇥256 images and training our network on these extracted patches4. This increases the size of our
training set by a factor of 2048, though the resulting training examples are, of course, highly inter-
dependent. Without this scheme, our network suffers from substantial overfitting, which would have
forced us to use much smaller networks. At test time, the network makes a prediction by extracting
five 224 ⇥ 224 patches (the four corner patches and the center patch) as well as their horizontal
reflections (hence ten patches in all), and averaging the predictions made by the network’s softmax
layer on the ten patches.

The second form of data augmentation consists of altering the intensities of the RGB channels in
training images. Specifically, we perform PCA on the set of RGB pixel values throughout the
ImageNet training set. To each training image, we add multiples of the found principal components,

4This is the reason why the input images in Figure 2 are 224⇥ 224⇥ 3-dimensional.
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#TieferTraumalgorithmus 
im Hintergrund modifiziert iterativ erkannte und 
im Gedächtnis des Algorithmus abgespeicherte 
Gesichter, so dass sie nacheinander als ver-
schiedene Arten von Affen klassifiziert werden.

#StarkeEmotionen 
vor dem Auge der AI werden zu Traumbildern 
des Systems. Im Gedächtnis verbleiben dem 
Deep Dream Netzwerk in seinen Schichten aus 
Projektionen eines vieltausend-dimensionalen 
Vektorraums nur Erinnerungen an Affen. Besu-
cherInnen werden zu mitspielenden Primaten. 

#TräumendeArtificialArt 
memoriert alle als fühlende Affen - [SAD GO-
RILLA] - das Ziel nur glückliche Affen zu sehen 
misslingt. Immer absurder werden die verbun-
denen Klassifizierungs-Aussagen. 

#KonkreteDeepDreamPoetry 
der Überwachung ihrer Konsequenzen sozialer 
Handlungen: ANGRY MACAQUE! CRITICAL 
SQUIRREL MONKEY!

#SpielKünstlicheIntelligenz 
in einer Performance des Widerstands werden 
Emotionen, Gesichtsausdruck und das Abhören 
der laufenden Installation akustisch umgesetzt 
und gesteigert — bis hin zu einem Crescendo, in 
dem Erinnerungen und Zielobjekte im Nebel der 
Maschinen-Erinnerung versinken...

#TributetoHongkong: RESIST DEEP DREAMS! 
Gesichtserkennung wird mit Emotionsklassifika-
tion gemischt. Es geht um die unheimliche Di-
mension der Emotion als Klassifikationsfaktor in 
einem künstlichen Neuronalen Netz. 

# Sonification of AI Installation, 
17. Jan 2020, 2pm at AInnovationLab Vienna
flashlight—fog—laser—scramble–layer weights

#MachineLearningEmotions
Das System ist eine spielerische Anordnung: 
man liegt auf einer Untersuchungsliege ein-
gehüllt von einem Stoffmuster mit Alexa Fluor 
Green getönten Bildern aus einem Experiment 
zu Augenbewegungen von Kaulquappen afrika-
nischer Krallenfrösche. Das Grün, mit dem die 
isolierten Neuronen im untersuchten Gewebe 
gefärbt werden, erinnert an Radar Monitore. 
Test Subjekte blicken auf drei Monitore mit Tra-
cking Kamera, die ihren emotionalen Zustand 
klassifizieren. Wir amalgamieren Elemente des 
aktuellen Status Quo künstlicher Intelligenz: Ein 
avancierter Bildverarbeitungssalgorithmus er-
kennt Gesichter und klassifiziert diese als emo-
tionale Objekte. 

#KünstlerischeIntelligenz
mischt neuronale Netze neu: Emotionale Zu-
stände werden vom Gesichtsausdruck abge-
leitet. Gewichtungen zwischen Ebenen des 
künstlichen Neuronalen Netzwerks werden ge-
scrambelt: Verbindungen der einzelnen Nerven-
zellen werden mit Auswirkungen gekoppelt. 

#SystemischeFunktionsweisen 
des laufenden künstlichen neuronalen Netzes 
werden abstrakt dargestellt. Rote Bildpunkte in 
den Ebenen des Netzes entsprechen besonders 
aktiven Neuronen, Linien indizieren welche Ver-
bindungen der verschiedenen Tiefenschichten 
des Netzwerks schließlich zur Erkennungsleis-
tung führen. Künstliche neuronale Verbindun-
gen werden visualisiert. 
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Die hier gezeigten Aktivierungen in der ersten Verarbei-
tungsschicht des tiefen neuronalen Netzwerks entstehen 

aus 96 verschiedenen Faltungsoperationen und lassen sich 
als entsprechende Anzahl retinotoper Karten darstellen.
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koppelt? Welche Fragestellungen werfen künst-
lerische Arbeiten auf, die unsere emotionale 
Begegnung mit der AI und einer möglicherweise 
sich grundsätzlich verändernden AI thematisie-
ren, die affektives Computing mit einbeziehen. 
Gibt es Kunst die damit spielt und auf die For-
schung Einfluss nimmt?

Der Wunsch nach einem besseren Verständnis 
des biologischen Gehirns war ein historischer 
Ausgangspunkt für die Entwicklung erster künst-
licher neuronaler Netze. Durch starkes Verein-
fachen war es möglich, Funktionsweisen und 
Raster über Prinzipien lebender Systeme auf 
Rechensysteme zu übertragen. Der Aufsatz A 
logical calculus of ideas immanent in nervous 
activity von Warren McCulloch und Walter Pitts 
(1943) zeigt, dass bereits in den Anfängen der 
Computation das Verständnis der Funktionswei-
sen biologischer neuronaler Netze essentiell für 
die Modellierung künstlicher Netze war. Maschi-
nenlogik und nervöse Aktivitäten wurden in den 
frühen Simulationen neuronaler Netzwerke so 
gekoppelt, wie es in der Kybernetik zweiter Ord-
nung  üblich war, nämlich strukturell.
Strukturelles Koppeln ist eine Methode die auch 
als künstlerische Strategie bekannt und politisch 
wirksam ist. Es ist eine Form der künstlerischen 
Forschung, wie sie uns im dadaistischen Ur-
meter  begegnet und in Alice Becker-Hos situ-
ationistischen Zügen im gesellschaftspolitisch 

Plan A for I/motions
Die Kunst des Spiels mit Emotionen und 
neuen Formen der Kognition1

Margarete Jahrmann

Artificial Intelligence (AI),  die künstliche Intelli-
genzentwicklung und Neurowissenschaften sind 
seit jeher Forschungsfelder in denen die Frage-
stellungen der einen Disziplin die Entwicklungen 
der anderen anregen und umgekehrt2. In den ak-
tuellen Formen des mittlerweile geflügelten Be-
griffs künstlicher Intelligenz werden biologische 
Modelle aufgegriffen. Liegt dies allein an der 
steigenden Rechenleistung, den großen Sätzen 
von verfügbarem Big Data, die eine Umsetzung 
dieser Konzepte nun endlich ermöglichen oder 
lässt sich ein neues Interesse an den menschli-
chen Affekten als Grundlage unserer Intelligenz 
ausmachen?Und wie sieht eine Forschung zu 
unserer Intelligenz und unseren Emotionen aus, 
die politisch brisantes Machine Learning, Face 
Recognition und Computational Neurosciences 
1 Teile des Artikels erscheinen im Reader des Donaufesti-
vals 2020
2 Hassabis D, Kumaran D, Summerfield C, Botvinick M 
(2016). Neuroscience-Inspired Artificial Intelligence. Neuron 
95: 245-258. 
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Faltungsoperatoren und resultierende Karten der ersten 
Verarbeitungsschicht des künstlichen neuronalen Netzes.

Gesichtserkennung und Verfolgung (Ausschnitt aus der 
Installation). Die Gesichtserkennung benutzt einen konven-
tionellen Viola-Jones Algorithmus, die Gesichtsverfolgung 
den Kanade-Lucas-Tomasi Algorithmus.
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2020 eröffnen wir  einen neuen spielerischen 
Blick auf Machine Learning und den Umgang 
dieser Systeme mit unseren Emotionen. Ein ak-
tuelles Element gängiger künstlicher Intelligen-
zen ist die Gesichtserkennung. Das System ist 
eine spielerische Anordnung, man liegt auf einer 

Untersuchungsliege eingehüllt von einem Stoff-
muster mit Alexa Fluor Green getönten Bildern 
aus einem Experiment zu Augenbewegungen 
von Kaulquappen afrikanischer Krallenfrösche. 
Das Grün, mit dem die isolierten Neuronen im 

untersuchten Gewebe 
gefärbt werden, erinnert 
im Farbton an das Grün 
eines Radar Monitors. 
Die Test Subjekte blicken 
auf drei Monitore mit Tra-
cking Kamera, die sie 
und ihren emotionalen 
Zustand wie ein Radar 
vermessen, ihren gesam-
ten emotionalen Zustand 
klassifizieren. Bei dieser 
von Soundframe und AIL 
(Angewandte Innovation 
Lab) kuratierten Ausstel-
lung und Konferenz Na-
vigieren im Postdigitalen 
(2020) geht es uns um 
die unheimliche Dimen-
sion der Emotionen als 
Klassifikationsfaktoren in 
einem künstlichen tiefen 
Neuronalen Netz. 

konnotierten Game of War3 mit Guy Debord 
aufgenommen wurde. Politische und soziale 
Konflikte löst die Britische Gruppe Class War 
Games4 ausgehend von den Table Top Anwen-
dungen und Simulationen sozialer Intelligenz in 
einer neuen Form klu-
ger Gamifizierung der 
politischen Entschei-
dungsfindung, wie sie 
Richard Barbrook be-
schreibt. Neue künst-
lerische Strategien der 
strukturellen Koppe-
lung zielen durchwegs 
auf einen emotio-poli-
tischen Effekt im Um-
gang mit Forschungs-
fragen zur Künstlichen 
Intelligenz.
3 Becker-Ho, Alice, Debord, 
Guy (1987). Le Jeu de la 
Guerre (A Game of War). 
Republished 2006 by édi-
tions Gallimard, Paris.
4 Barbrook, Richard (2014). 
Class Wargames: Ludic 
Subversion Against Spec-
tacular Capitalism (paper-
back ed.). London: Minor 
Compositions.

Bildklassifikation und Innenleben des künstlichen neuronalen Netzes (Screenshot der Installation). In Echtzeit werden die 
Aktivierungen des ersten und fünften Faltungsschicht als retinotope Karten gezeigt, sowie im unteren Teil die letzten drei 
vollständig verbundenen Schichten - jedes Pixel stellt dabei die Aktivierung eines künstlichen Neurons als Graustufe dar. 
Rote Pixel (oder Bereiche) unten und oben rechts sowie deren Verbindungen zeigen welche Neurone besonders stark 
zur aktuellen Klassifikationsleistung (Aktivierung in der letzten Schicht unten rechts) beigetragen haben. 
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wurde. Kategorien oder Ereignisse, die wäh-
rend des Trainings nicht gelernt wurden, kann 
das Netzwerk nicht erkennen – ebenso werden 
falsche Zuordnungen nicht korrigiert sondern 
übernommen. Dieser Umstand zeigt, wie sen-
sibel und delikat der Gebrauch solcher Syste-
me ist, wenn wir NutzerInnen im alltäglichen 
Leben diesen künstlichen 
neuronalen Netzwerken 
anthropomorphisierend Ver-
nunft zuordnen. Eine solche 
Vernunft ist in unserem hu-
manoiden Verständnis dem 
Wort Intelligenz inhärent. 

Aufgrund dieser Fehlzuweisung unsererseits 
gestehen wir den künstlichen Intelligenz Syste-
men Entscheidungsgewalt über demokratische 
Prozesse zu, verteilen Kompetenzbeurteilun-
gen in Rekrutierungsverfahren und Assessment 
Vorgängen großer Firmen auf künstliche Assis-
tenzsysteme und erlauben sogenannten AIs die 

Bonitätsvalidierung in 
Kreditprüfungen von 
Bankinstituten. All die-
se Anwendungsberei-
che verdeutlichen die 
enorme Wirksamkeit 
der Maschinen wie wir 
auf Entscheidungen, 
die essentiell für das 
Leben von einzelnen 
sind. Die Frage ob uns 
diese Maschinen wirk-
lich mögen, wie der 
schöne Englische Ori-

ginal-Titel des Buches 
von Ian McEwan ma-
chines like us (2018) 

auch gelesen werden kann, diese Frage ist 
ungeklärt. Zumindest wir, die andere Seite, ste-
hen den robotischen künstlichen Entitäten wenn 
schon nicht mit Emotion, so doch mit Affekten 
gegenüber. Affektive Computing und Affektive AI 
sind darum ein Bereich, in dem wir Zuschreibun-

Wie emotional erkennend kann ein künstliches 
System tatsächlich sein, das strukturell in einem 
Mehr-Ebenen-Prozess Schlüsse zieht, aufei-
nander aufbaut und potentiert? Im bekannten 
AlexNet5 werden Bilder aufgenommen, analy-
siert und einer bestimmten vordefinierten Ka-
tegorie, der es am meisten zu ähneln scheint, 
zugeordnet. Die Art wie 
Entsprechungen gefun-
den werden unterschei-
det sich aber wesentlich 
von der menschlichen 
Art des Erkennens — 
auch wenn die Funk-
tionsweise der Pro-
grammebenen einem 
biologischen neuronalen 
Netzwerk nachgebildet 
ist. Das Problem die-
ser Art von künstlicher 
Intelligenz ist eher die 
Frage der Sinnstiftung 
im Zusammenhang mit 
Gesichtserkennung und 
Emotionen als die der korrekten Zuordnung und 
Klassifizierung.
Das bekannte und in vielen Artificial Intelligence 
Anwendungen benutzte frei verfügbare künst-
liche neuronale Netzwerk AlexNet klassifiziert 
nach bestimmten Paradigmen, einer Art von 
Vorurteil folgend, das diesem Netz antrainiert 
5 AlexNet ist ein künstliches neuronales Netz zur Bildklas-
sifikation. Es wurde mit über 1,2 Millionen vorklassifizierten 
Bildern aus 1000 Bildkategorien trainiert, die zwar diverse 
Objekte und Tiere beinhalten, nicht aber menschliche 
Gesichter (welche konsequenterweise auch nicht erkannt 
werden können). Siehe Krizhevsky A, Sutskever I, Hinton 
G (2012). ImageNet Classification with Deep Convolutional 
Neural Networks. Proc NIPS‘12: 1097–1105.

Erinnerungen an gesehene Gesichter (Screenshot der Installation). Während das Netzwerk keine Klasse „Mensch“ ent-
hält, wurde es für einige Tierarten, unter anderem Affen, trainiert. Die gespeicherten Gesichter der BesucherInnen werden 
in einem sogenannten „deep dream“ Prozess so verändert, dass sie vom Netzwerk selbst als Affenarten klassifiziert 
werden. Die BesucherInnen werden zu Versuchstieren der Installation.

Figure 2: An illustration of the architecture of our CNN, explicitly showing the delineation of responsibilities
between the two GPUs. One GPU runs the layer-parts at the top of the figure while the other runs the layer-parts
at the bottom. The GPUs communicate only at certain layers. The network’s input is 150,528-dimensional, and
the number of neurons in the network’s remaining layers is given by 253,440–186,624–64,896–64,896–43,264–
4096–4096–1000.

neurons in a kernel map). The second convolutional layer takes as input the (response-normalized
and pooled) output of the first convolutional layer and filters it with 256 kernels of size 5⇥ 5⇥ 48.
The third, fourth, and fifth convolutional layers are connected to one another without any intervening
pooling or normalization layers. The third convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥
256 connected to the (normalized, pooled) outputs of the second convolutional layer. The fourth
convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥ 192 , and the fifth convolutional layer has 256
kernels of size 3⇥ 3⇥ 192. The fully-connected layers have 4096 neurons each.

4 Reducing Overfitting

Our neural network architecture has 60 million parameters. Although the 1000 classes of ILSVRC
make each training example impose 10 bits of constraint on the mapping from image to label, this
turns out to be insufficient to learn so many parameters without considerable overfitting. Below, we
describe the two primary ways in which we combat overfitting.

4.1 Data Augmentation

The easiest and most common method to reduce overfitting on image data is to artificially enlarge
the dataset using label-preserving transformations (e.g., [25, 4, 5]). We employ two distinct forms
of data augmentation, both of which allow transformed images to be produced from the original
images with very little computation, so the transformed images do not need to be stored on disk.
In our implementation, the transformed images are generated in Python code on the CPU while the
GPU is training on the previous batch of images. So these data augmentation schemes are, in effect,
computationally free.

The first form of data augmentation consists of generating image translations and horizontal reflec-
tions. We do this by extracting random 224⇥ 224 patches (and their horizontal reflections) from the
256⇥256 images and training our network on these extracted patches4. This increases the size of our
training set by a factor of 2048, though the resulting training examples are, of course, highly inter-
dependent. Without this scheme, our network suffers from substantial overfitting, which would have
forced us to use much smaller networks. At test time, the network makes a prediction by extracting
five 224 ⇥ 224 patches (the four corner patches and the center patch) as well as their horizontal
reflections (hence ten patches in all), and averaging the predictions made by the network’s softmax
layer on the ten patches.

The second form of data augmentation consists of altering the intensities of the RGB channels in
training images. Specifically, we perform PCA on the set of RGB pixel values throughout the
ImageNet training set. To each training image, we add multiples of the found principal components,

4This is the reason why the input images in Figure 2 are 224⇥ 224⇥ 3-dimensional.

5

Architektur des AlexNet: Abbildung aus der Originalarbeit von Krizhevsky et al. 20125.
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menhang in der Begegnung mit dem „Ich als 
ein/e andere“ treibt unser eigenes Verständnis 
von emotional getriebener Kognition, die nicht 
selbstverständlich als solche gesehen wird, vor-

an. Die Anerkennung der Bedeutung emotiona-
ler Berührtheit im Feld der Intelligenz Debatte 
kann positive Effekte haben.
Neue Formen von emotionaler Kognition und 
unseren kognitiven emotional bestimmten Fä-
higkeiten beeinflussen sich wechselseitig, eben-
so wie sich biologische Modelle und künstliche 
Intelligenzsysteme gegenseitig bedingen. Kunst 
kann an diesem Punkt formgebend eingreifen, 
in ein gesellschaftliches Verständnis über die 
Bedeutung der AI. Die Verbindung von Emotion, 
Technologie und Körperpolitik zeigt uns, wie wir 
in unserem persönlichsten und intimsten Sein 
von der Entwicklung künstlicher neuronaler Net-
ze betroffen sind. Daraus resultiert ein Gefühl, 
das uns emotional empfinden lässt, wie drin-
gend nötig eine De-Kolonialisierung der Modelle 
von Intelligenz und Kognition ist. Wenn Inklusi-
on im Hinblick auf Technologien gedacht wird, 
werden wir jene Fragestellungen finden, die uns 
emotionales kognitives Sein als wertvoll 
erscheinen lassen — eine 
Vorbedingung für kreatives 
und komplexes Schaffen 
und Denken.

gen der Anteilnahme und Empathie aus unse-
rem Verhalten in die Maschinensysteme über-
tragen wollen, um besser mit diesen umgehen 
zu können. Das Spiel in und mit der AI ist hier 
eine viable Lösung.
Es gibt aktuell eine Reihe von Versuchen zu AI 
und einer neuen Form von Kunst, die in Thinkt-
anks, wie der 2019 vom New Museum New York 
gehosteten Forschungsgruppe Decolonizing 
Artificial Intelligence {AI} and the Future of Art 
Making6  diskutiert werden. Wesentlich daran 
ist, wie wir Fragestellungen zu machines like us 
entwickeln. Die Künste können hier einen we-
sentlichen Beitrag dazu leisten wie wir mit jenen 
komplexen Problemen umgehen, die uns als 
emotionalen Wesen und affektiv teilnehmende 
und teilhabende Gesellschaften von diesen neu-
en Formen von Kognition in künstlichen neuron-
alen Netzen gestellt werden. Es ist nicht ein sich 
selbst optimieren und umgehen lernen mit den 
Gegebenheiten von Technologien, das wesent-
lich ist, sondern das Erkennen der Chancen, 
die sich durch solch neue Formen der Kognition 
stellen können. Der sozio-emotionale Zusam-
6 Baradaran A (2019): Decolonizing Artificial Intelligence 
{AI} and the Future of Art Making. https://www.anotherai.art

Installationsansicht im Angewandte Innovation Lab (AIL), 
Wien, 2020.

I WANT TO SEE
— HAPPY MONKEYS —

Margarete Jahrmann & Stefan Glasauer

Hauptbildschirm, Filterung mit Faltungskern Nr. 12. Hauptbildschirm, Optischer Fluss berechnet aus 2 Bildern.


